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Resumen

En la presente contribucién, estudiaremos la
presencia de valores perdidos en los datos us-
ados por Redes Neuronales basadas en fun-
ciones de Base Radial, y como podemos su-
perar su impacto negativo. La presencia de los
valores perdidos no es extrafia en las bases
de datos con los que tratamos usualmente,
aunque es habitual eliminarlos directamente o
reemplazarlos por otros valores al uso. Quere-
mos mostrar como el correcto uso de métodos
de imputacién puede mejorar el rendimiento
del modelo de Red Neuronal basado en fun-
cionces de Basc Radial, tanto cn precision co-
mo en generalizacién, en comparacion con la
ausencia de tratamiento o bien la eliminacion
de los valores perdidos.

1. Introduccién

En el trabajo realizado, se ha aplicado un en-
foque basado en las Redes Neuronales Artifi-
ciales junto a la presencia de informacion im-
precisa, y mas concretamente los valores per-
didos (MV, utilizaremos el acrénimo de acep-
ci6n en inglés por el que son conocidos, Miss-
ing Values). En particular, consideraremos un
tipo de Redes Neuronales particulares como
son las basadas en Funciones de Base Radial
(usaremos el acronimo de la acepcién en inglés
Radial Basis Function Network, RBFN) .Una
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de las principales herramientas del Data Min-
ing es la induccion de reglas desde datos en
bruto que se encuentran organizados en una
base de datos. Normalmente, los datos de la
vida real son imperfectos: erréneos, incomple-
tos, inciertos e incluso vagos. Nos centraremos
en una de las formas de datos incompletos mas
comin: los valores perdidos.

Scgin sc propone cn [8, 2], la alcatoricdad de
los MV se puede dividir en tres clases:

o Missing  Completely at  Random
(MCAR). Es el nivel de aleatoriedad
maés alto. Ocurre cuando la probabilidad
de que una instancia con un valor perdido
para un atributo no depende ni de los va-
lores conocidos ni del valor del atributo.
En cste nivel de alcatoriedad cs posible
usar cualquier método de tratamiento de
los datos sin riesgo de introducir sesgo en
los datos.

e Missing at random (MAR). Cuando la
probabilidad de que una instancia con-
tenga un valor perdido depende de los val-
ores conocidos, pero no del valor perdido
en si mismo.

e Not missing at random (NMAR). Cuan-
do la probabilidad de que una instancia
contenga un valor perdido puede depen-
der del propio valor del atributo.
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Se han propuesto muchos métodos en la liter-
atura para tratar con los MV. Muchos de estos
métodos, como la sustitucion de casos, se de-
sarrollaron para tratar con MV en encuestas, y
presentan serios problemas cuando se aplican
en Data Mining. Otros métodos pueden intro-
ducir sesgos a los datos si no se aplican con
cuidado. La presencia del sesgo también de-
pende de la aleatoriedad de los propios MV co-
mo hemos visto. Existen en la literatura méto-
dos que asumen una u otra hipétesis de aleato-
riedad en su estudio.En estudios en los que se
trata de imputar (es decir, estimar un valor
apropiado para dicho valor faltante) por medio
de relaciones entre instancias, como minimo
un nivel de aleatoriedad MAR es necesario.
Aquellas formas de estimacion que tratan de
inducir modelos de distribucién de los datos
usualmente usan un nivel NMAR (también de-
nominado a veces "informativo").

Nosotros nos centraremos en el uso de méto-
dos de imputacion para tratar con los MV en
nuestro estudio, ya que permiten adaptar los
conjuntos de datos con valores faltantes de for-
ma transparente al método que se emplears
para extraer conocimiento. Los conjuntos de
datos que se hayan preprocesado de esta man-
era se empleardn con un modelo de Red Neu-
ronal Artificial para estudiar y comparar su
comportamiento. El uso de la red neuronal en
el estudio sera el de clasificar, por lo que to-
dos las bases de datos tienen un atributo de
clase, y el resto se consideran como atributos
de entrada.

El resto del documento se ha organizado como
sigue. En la Seccién 2 se describen los méto-
dos de imputacién que se han empleado en el
estudio. En la Seccién 3 se realiza una descrip-
cion breve del modelo RBFN de red neuronal
empleado junto a un resumen de los Bases de
datos sobre los que se ha realizado el estudio.
En la Seccion 4 se muestra el estudio exper-
imental y los resultados obtenidos, asi como
un andlisis de los mismos. Finalmente, en la
Seccidén 5 exponemos nuestras counclusiones.
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2. Meétodos de imputacién emplea-
dos

En esta seccidon describiremos brevemente los
métodos de imputacion que conforman la com-
parativa, asi como los parametros usados en la
experimentacién con cada uno.

2.1. Descripciéon de los métodos de im-
putacion

Los métodos de imputacién que se han em-
pleado en el estudio han sido:

e No hacer nada (none). Como indica su
nombre, no aplicamos ningin tipo de im-
putacién a la Base de Datos. De esta for-
ma, podemos verificar si los métodos de
imputacién permiten que la red neuronal
mejore en su aprendizaje y posterior com-
portamiento (en el test). En [6] podemos
encontrar un estudio previo de métodos
de imputacion que puede ser ttil como
guia, pero a diferencia de nosotros, no em-
plean un método de Machine Learning de-

spués.
e Filtrado de instancias
(ignore missing). Por medio de

este método, todas aquellas instancias
que tengan al menos un valor perdido se
eliminan del conjunto.

e Valor més comin/media de los valores
Global (MostCommonValue)[7]. Este
método es muy sencillo: para aquellos
atributos nominales, el valor perdido se
reemplaza con el valor méis comin para
todo el conjunto de datos. Para aquellos
atributos numéricos, se reemplaza por la
media global.

e Valor méas comtun/media de los valores de
la clase (CMostCommonValue)[7]. De
forma similar al método anterior, la difer-
encia radica en que so6lo aquellas instan-
cias con la misma clase que la considerada
se usan para imputar el valor perdido. La
estrategia es idéntica: usar el valor mas
repetido para los atributos nominales, y
la. media para los numéricos.
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e Imputacién mediante Maquinas de Vec- junto de instancias, el objetivo global

e Imputation K-medias

tores de Soporte (svinImpute)[5]. Se tra-
ta de un modelo de regresion basado en
Méquinas de Vectores de Soporte (SVM
del término cn inglés Support Vector Ma-
chines) empleado para sustituir los MV,
es decir, se sitlan los atributos de decision
(el atributo de clase) como los atributos
de entrada para el algoritmo SVM, y los
atributos perdidos como el atributo so-
bre el que se desea aplicar la regresion
vy de esta forma predecir el valor. Para
ello, primero seleccionamos los ejemplos
que no contienen ningdin valor perdido.
En segundo lugar, aquellos atributos que
contengan MV se toman como atributos
de salida para la SVM, y los atributos de
clase como entrada. Entonces es posible
usar la regresidon para predecir cada uno
de los valores faltantes que encontremos.

Imputacion usando K-Vecinos Més Cer-
canos (KNN del inglés K-Nearest Neigh-
bors) (knnImpute)[2]. Empleando este
modelo basado en instancias, cada vez
que se encuentra una instancia con un
valor perdido, se calculan los k vecinos
més cercanos y se imputa el valor a par-
tir de ellos. Para aquellos atributos que
sean nominales, se emplea el valor mas
comun entre todos los vecinos como es-
timacion, y para los atributos numéricos,
la media aritmética. Como medida de dis-
tancia hemos usado la distancia Euclidea.

Imputacion mediante K-NN ponderado
(wknnImpute)[13]. El algoritmo K-NN
ponderado selecciona los ejemplos con val-
ores similares (en términos de distancia) a
la que se esta considerando para imputar
de forma idéntica a la del método K-NN
simple. A la hora de estimar el valor que
se imputaré, se tiene en cuenta la distan-
cia a los dilerentes ejemplos vecinos para
calcular el valor: una media ponderada,
o considerando el valor nominal repetido
un mayor nimero de veces en base a la
distancia.

Clustering
(kmeanslmpute)[3]. Dado un con-

del clustering es dividir el conjunto de
datos en grupos, basados en la similitud
de los objetos de forma que se minimice
la distancia intra-cluster. En ¢l clus-
tering de K-medias, la forma de medir
la diferencia intra-cluster es la suma
de la distancias de los objetos que lo
conforman al centroide del cluster. El
centroide representa el valor medio de
los objetos del cluster. Una vez que los
clusters han convergido, se rellenan todos
aquellos atributos que estén incompletos
a partir de la informacién del cluster. En
concreto, se consideran todos los objetos
del cluster como vecinos al considerado,
v se usa una estrategia de vecinos mas
cercanos para sustituir los valores como
se ha descrito anteriormente.

Imputacion con Fuzzy K-means Cluster-
ing (fkmeans)[1, 3]. En clustering difu-
so, cada ejemplo z; tiene una funcion de
pertenencia que describe el grado en el
que dicho objeto pertenece a cierto clus-
ter vg. En el proceso de actualizar las fun-
ciones de pertenencia y los centroides, se
consideran solamente las instancias com-
pletas. En el desarrollo del algoritmo no
podemos asignar el ejemplo a un clus-
ter en concreto (representado por ¢l cen-
troide, como hicimos en K-medias), dado
que cada instancia pertenece a los K clus-
ter con diferentes grados de pertenencia.
Los MV se reemplazan basdndose en la
informacion acerca de los grados de perte-
nencia y los centroides.

Event Covering (EventCovering). Basa-
do en el trabajo de Wong et al. [14], se
aproxima un modelo mixto (numérico y
nominal) de probabilidad mediante uno
discreto. En primer lugar, se requiere que
los atributos numeéricos se discreticen, me-
diante un criterio de minima pérdida de
informaciéon. Manejando una n-tupla de
atributos mixtos como una discreta, los
autores proponen un nuevo acercamiento
estadistico para la sintesis de conocimien-
to basado en un modelo de cluster. Como
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principal ventaja, este método no requiere
un escalado ni una normalizacion previas.
Por sintetizar los datos en conocimien-
to estadistico, se refieren a los siguientes
procesos: 1) sintetizar y detectar patrones
que indiquen interdependencia estadisti-
ca; 2) agrupar los datos dados en clusters
basados en dichas interdependencias; 3)
interpretar los patrones subyacentes para
cada cluster. Con el método desarrollado,
es posible hallar los MV gracias a los clus-
ters.

Existen métodos mas especificos, incluso
derivados del campo de la Bioinformatica. En
las revisiones [11, 4, 6] podemos encontrar un
buen compendio de métodos de imputacion,
algunos de los cuales han sido tratados aqui.

2.2. Parametros de los métodos de im-
putacion

En la Tabla 1 recogemos los parametros de
cada uno de los métodos de imputaciéon que
hemos usado, si los tiene. Los valores de los
parametros se han tomado como los recomen-
dados por los diferentes autores de las referen-
cias correspondientes.

Tabla 1: Pardmetros de los métodos

’ Método ‘ Parametro ‘
svmImpute Kernel: RBF
C: 1.0

Epsilon: 0.001
shrinking: No
knnImpute, wknnImpute | K: 10

kmeansImpute K: 10
fkmeans K:3
EventCovering T: 0.05

3. Descripcion del modelo de Red
Neuronal

Para nuestro estudio, vamos a usar un mod-
elo de Red Neuronal bien conocido como es
RBFN [10]. Estas redes neuronales tienen un
buen comportamiento para la aproximacion de
funciones y reconocimiento de patrones debido
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a su estructura topologica simple y su capaci-
dad de revelar como se desarrolla el aprendiza-
je de una forma explicita. Una funcién de base
radial es una funcién que se construye con un
criterio de distancia respecto a un centro (cs
decir, de forma parecida a una gaussiana). Las
funciones de base radial se han aplicado en el
4rea de las redes neuronales como sustituto
de la funcién de activacion sigmoide en per-
ceptrones multicapa. Tienen 2 capas de proce-
samiento: en la primera, la entrada se asigna
a cada RBF en la capa ocula. Las redes neu-
ronales RBF tienen la ventaja de no caer de
la misma forma en minimos locales de la mis-
ma forma que los perceptrones multicapa. El
nimero de neuronas es fijo a priori. Para nues-
tra red hemos usado 50 neuronas, valor que
ser4 fijo para toda la ejecucion.

Es importante sefialar como los MV son trata-
dos por las redes neuronales. Cuando encuen-
tran un valor perdido en una instancia que
queremos clasificar o que usamos para entre-
nar, el valor se convierte a 0. En [9] se men-
ciona esto, que trata de eliminar la influencia
de los MV en la salida y en la actualizacion
de los pesos. También es importante indicar
que usar este criterio junto a un método de
imputacién (es decir, imputar el conjunto de
entrenamiento pero no el de test o vicever-
sa), tiene malos resultados tal y como indica
Popov. Asi pues, es importante imputar todo
el conjunto de datos.

4. Resultados experimentales

En esta seccion se detallan los resultados de
los experimentos, y se analizan dichos resulta-
dos.

4.1. Bases de datos utilizadas

Hemos escogido un conjunto de Bases de Datos
del repositorio de la UCI. Se trata de un repos-
itorio de datos conocido, y sus Bases de Datos
son frecuentemente usados en el 4rea. En to-
tal, se han considerado 8 Bases de Datos para
hacer el estudio. En la Tabla 2 resumimos
las propiedades de dichas Bases de Datos. In-
dicamos el porcentaje de MV respecto al to-
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Tabla 2: Bases de Datos usadas para la experimentaciéon

Base de Datos ‘ #Instancias ‘ #Atributos ‘ #Clases ‘ %MV ‘ %Tust. con MV ‘

Crx 689 16 2 0.61 5.37
Breast 286 10 2 0.31 3.15
Wisconsin 699 10 2 0.23 2.29
Cleveland 303 13 5 0.14 1.98
Monks 432 7 2 15.00 61.34
Thyroid 7200 22 3 15.00 96.58
Wine 178 14 3 15.00 87.08

Iris 150 4 3 15.00 48.00

tal de valores de la Base de Datos (colum-
na %MV), y el porcentaje de instancias que
contienen al menos un valor perdido (colum-
na %Inst. con MV). Dado que Iris original-
mente no tiene MV, hemos introducido arti-
ficialmente cierta cantidad de ellos, de forma
aleatoria (es decir, un esquema MCAR). El
niimero de MV es 90, que constituye el 15 %
de 600 valores presentes en el conjunto. De
igual forma, para las Bases de Datos Monks,
Thyroid y Wine hemos afiadido un porcenta-
je de MV del 15% usando el mismo esquema
MCAR. Las Bases de Datos Crx, Breast, Wis-
consin y Cleveland tenfan originalmente MV,
por lo que no podemos suponer ningin nivel
de aleatoriedad a priori.

4.2. Marco experimental

Para hacer la experimentacion, hemos usado
un esquema muy conocido: 10-fold cross vali-
dation. En este método, cada Base de Datos
se divide en 10 partes de aproximadamente el
mismo tamafio. Iterativamente se escogen 9 de
dichas partes para entrenar la red neuronal, y
la parte restante para realizar el test. Como
valor significativo del éxito del entrenamien-
to de la red, se toma el valor medio de los 10
test realizados. Como inicialmente las Bases de
Datos tenian MV, encontraremos que hay MV
tanto en la particién de train como de test.
La imputacion se aplicard de forma previa a
la clasificacién.

4.3. Resultados

Una vez completada la experimentacion, los
resultados obtenidos en porcentaje de acierto
son los que se detallan en la Tabla 3. En la
Figura 1 se muestra de forma grafica los mis-
mos resultados agrupados por Base de Datos.
En la Tabla 3 se han resaltado aquellos resulta-
dos que constituyen la mejor opcién, es decir,
producen el mejor porcentaje de acierto.
Queremos resaltar dos hechos importantes
principalmente. En primer lugar el método
none nunca es el que mejores resultados nos
ofrece, con lo que podemos justificar el uso
de los métodos de imputacién para mejorar
el rendimiento de nuestro modelo. Pero més
interesante aiin es comprobar como el método
EventCovering es el mejor en 6 de las 8 Bases
de Datos empleados. Este método se ajusta
muy bien al modelo RBFN, y podemos hal-
lar su razon en la naturaleza del propio méto-
do, basada en el agrupamiento de instancias
mediante elementos probabilisticos, similar al
fundamento de las RBF.

El método svmImpute, a pesar de emplear un
kernel basado también en funciones de base
radial RBF, no consigue obtener un buen fun-
cionamiento para nuestro modelo. Los algorit-
mos de imputaciéon basados en KNN o bien
en clustering clasico tampoco consiguen fun-
cionar bien, y son superados en alguna ocasion
incluso por métodos sencillos como sustituir
por la moda o la media global o de la clase.
Eliminar aquellas instancias con MV tampoco
es el mejor método en ninguna de las oca-
siones, aunque tampoco es el peor. Dado que
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Tabla 3: Porcentaje de Acierto en Test

[ Método Imputacion | Crx | Breast | Wisconsin | Cleveland [ Monks | Thyroid | Wine [ Tris |
ignore_ missing 15.11 67.26 87.86 341.69 86.31 62.92 10.00 83.57
EventCovering 71.43 68.92 93.86 52.77 78.81 84.40 75.16 88.67
knnImpute 44.56 66.47 84.13 32.56 87.37 67.78 62.45 70.67
wknnImpute 44.56 69.98 84.70 33.70 87.15 61.54 56.18 72.67
kmeansImpute 44.12 67.21 85.28 33.29 85.17 65.33 59.48 83.33
fkmeans 46.01 68.60 85.71 27.74 87.36 61.44 56.76 67.33
svmImpute 44.56 64.70 85.41 38.53 85.26 62.60 57.32 85.33
MostCommonValue 44.56 64.29 85.41 39.69 85.73 78.33 66.83 72.00
CMostCommonValue 45.57 69.97 86.57 33.42 RR.71 74.58 64.64 80.00
none 47.31 67.25 84.14 32.91 81.15 65.92 61.86 71.33
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Figura 1: Porcentaje de Acierto en Test

estamos tratando con conjuntos sin un por-
centaje de MV muy alto respecto al total de
valores del conjunto, descartar este bajo por-
centaje no incurre en una penalizacion muy
grave. En el caso de que existiese un por-
centaje mucho mayor de valores faltantes, po-
driamos encontrar un descenso importante en
el rendimiento, o incluso que no se pudiese
aplicar, al existir siempre un valor perdido en
cada ejemplo del conjunto de datos.

Los métodos de imputaciéon usualmente ofre-
cen mejores resultados si imputan los valores
de atributos menos importantes a partir de la
informacion de los atributos importantes (y
completos, claro estd). Es incluso razonable

pensar que si un atributo estd muy danado por
los MV, pueda ser filtrado por completo, pero
para ello seria necesario conocer la importan-
cia de dicho atributo para la clasificacion.

Para comprobar que efectivamente el método
EventCovering es el mejor de forma estadisti-
ca, hemos aplicado un Test de Wilcoxon [12] de
parejas. En la Tabla 4 se observan los rankings
v valores p obtenidos en los emparejamientos
de todos los métodos de imputacién con el
método EventCovering. El método EventCov-
ering siempre es el ganador en los rankings,
por lo que reflejamos el valor p de los empare-
jamientos.

Para un valor @ = 0,05 hemos encontrado
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Tabla 4: Resultados del Test de Wilcoxon
l CMostCommonValue [ valor p
ignore_missing 0.05
knnImpute | 0.025
wknnlmpute | 0.036
kmeansImpute | 0.036
fkmeans 0.036
svmImpute | 0.036
MostCommonValue | 0.036
CMostCommonValue 0.93
none 0.025

que EwventCovering es mejor que todos para
este nivel de confianza, salvo con CMostCom-
mon Value con un 0,93 e tgnore_missing con
un valor p de 0,05 justo. No obstante método
CMostCommonValue puede afirmarse que es
peor que EventCovering con un valor de confi-
anza de 0,1, que es aceptable. También desta-
camos que el método none tiene un valor p
muy bajo.

En definitiva, los resultados nos permiten afir-
mar que:

e El uso de las técnicas de imputaciéon nos
han permitido mejorar los resultados para
los diferentes modelos de red en todas las
ocasiones.

e Las mejoras de las técnicas de cluster-
ing como knnlImpute, kmeansImpute y fk-
means son similares, y pocas veces com-
petitivas. EventCovering es diferente al
estar basada en entropia y funciona bien
con RBFN.

e Es usual ver que las técnicas basadas en
clustering y/o vecino més cercano tienen
un comportamiento complementario con
EventCovering: cuando ésta tiltima fun-
ciona bien, las técnicas de cluster no, y
viceversa.

e Cuando los MV se encuentran en un may-
or niimero de instancias, el método de
eliminar ejemplos con valores perdidos es
més competitivo. No obstante, si el valor
de instancias afectadas es muy alto, pode-
mos encontrarnos con que estamos real-

izando un entrenamiento con pocas in-
stancias, y que el modelo usado no gen-
eralice bien.

A partir de los datos obtenidos, y de los re-
sultados observados, hemos podido ver que los
métodos de imputacién son capaces de ofre-
cer mejoras en el rendimiento. No obstante,
los incrementos en dicho rendimiento ofrecido
por las técnicas depende de estos factores en
orden:

1. La Base de Datos usada. Cada conjun-
to de datos tiene sus propias caracteristi-
cas, por lo que las capacidades del método
estardn mejor o peor adaptadas al mis-
mo. Cuanta més informacion de las rela-
ciones entre atributos sea capaz de mod-
elar, mejor estimara el valor y por tanto
el entrenamiento y test mejoraran.

2. Los atributos con MV. De acuerdo al pun-
to anterior, las relaciones entre atribu-
tos existen, y tienen diferente importancia
para el entrenamiento de la red neuronal
(es decir, hay atributos que tienen un
"poder predictivo"mayor). Por tanto la
presencia de MV en estos atributos tendrs
un mayor impacto. Si ademés hay una al-
ta correlacion entre los atributos, es posi-
ble que la presencia de los MV no tenga
un impacto tan decisivo. Esto se observa
en las diferencias de porcentaje de acierto
entre no aplicar imputacion (none) y los
meétodos usados, puesto que varian con ca-
da base de datos. Aquellas Bases de Datos
con MV en atributos poco importantes,
no mejorardn mucho su rendimiento, y
aquellos que tengan sus atributos impor-
tantes afectados tendran incrementos de
precisién més importantes.

5. Conclusiones

En la presente contribucion se ha mostrado la
influencia de los métodos de imputacion en los
resultados obtenidos mediante una red RBFN,
siempre de [orma positiva. En definitiva, pode-
mos concluir que el uso de métodos de im-
putacién nos permiten mejorar la precision del
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modelo RBFN en clasificacion. Incluso cuando
aparecen MV en todos los atributos de la Base
de Datos, se puede evitar tener que eliminar
las instancias afectadas mejorando los resul-
tados obtenidos por este medio. Se ha podido
observar como el método EventCovering es ca-
paz de mejorar sustancialmente el rendimiento
de la red RBFN por encima del resto de esque-
mas de imputacion.
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